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K Y B E R N E T I K A ČÍSLO 4, R O Č N Í K 2/1966 

Učiace sa systémy automatického riadenia* 
ŠTEFAN PETRÁŠ 

V článkuje uvedená definícia učenia a formulovaný je proces učenia pri automatickomriadení. 
Uvedené sú niektoré problémy samoučenia, ako aj kvantitativné metody procesu učenia. Z hradis­
ka riešenia úlohy automatického riadenia je dóležitá etapa vypracovania algoritmu riadenia. 
V článku sú uvedené tri druhy algoritmu riadenia, ako aj analýza konvergencie riešenia a rozptylu 
náhodnej veličiny cieía. 

1. ÚVOD 

Skúsenosti s použitím metod optimálneho riadenia zložitých výrobných procesov nasvedčujú 
tomu, že najvačšie ťažkosti vznikajú pri vypracovaní algoritmu riadenia. Zostavenie algoritmu 
riadenia předpokládá znalost': 

a) matematického modelu daného výrobného procesu (včítane obmedzení). Získat' tento model 
je časové velmi náročná úloha. Najma však je náročná práca spojená so spracovaním velkého 
počtu informácií u mnohorozměrných sústav, 

b) metod riešenia úloh optimálneho riadenia. Tento problém spočívá vo volbě deterministických, 
alebo stochastických metod. Vzhladom na zložitosť matematického modelu a použitie počí­
tacích strojov budu to spravidla iteračné metody. Tu vzniká problém rychlosti konvergencie 
riešenia pri požadovanej přesnosti. 

c) kritérií kvality riadiaceho systému, t . j . do akej miery móže daná sústava splnit' požadované 
ciele (vyhovovať objektívnej funkcii — funkcionálu). 

V závislosti od vyššie uvedených podmienok kvalita algoritmu riadenia bude adekvátna stupňů 
poznania matematického modelu a na druhej straně algoritmus bude efektívny v závislosti od 
celkového času riešenia pri požadovaných kritériách kvality práce riadiacej sústavy. Doterajšie 
metody optimálneho riadenia, ako aj metody optimálneho riadenia pri neúplných informáciách 
(duálně riadenie, riadenie modelom, strategické riadenie, riadenie pokusom) rozsiahlych sústav 
(large systems, 6onbiune CHCTeMbť) sú neefektivně [3], [4], [11]. Snaha je preto, použit' metody 
riadenia založené na principe „učenia", resp. „samoučenia". 

V tomto referáte budeme sa zaoberať definíciou učenia s ohladom na proces učenia v problema-
tike riadenia výrobných procesov. Nemienim sa zaoberať klasifikáciou učiacich sa sústav, ich 

* Referát přednesený na druhej konferencii o kybernetike, Praha, 16.—19. novembra 1965. 



významom a učiacimi sa automatmi, ako sú perceptrón (model istej činnosti mozgu). Mojou 
snahou je poukázat' na riešenie otázok optimálneho riadenia výrobných procesov ak nepoznáme 
matematický model výrobného procesu úplné. 

2. DEFINÍCIA UČENIA A SAMOUČENIA, ZÁKLADNÉ BLOKOVÉ 

SCHÉMY 

Jednotný názor na definíciu učenia a samoučenia vo vědeckých kruhoch nie je. Tak 
napr. V. M. Gluškov v práci [6] pod pojmom samoučiaci proces rozumie taký proces, 
ktorý stále zlepšuje ciel daného procesu. Iný vědec Pask v práci [9] rozumie pod 
pojmom učenie charakteristiku chovania sa sústavy, odvodenú zo skúseností. So-
vietský vědec A. M. Dovgjallo [2] rozumie pod pojmom učenie zložitú činnost' 
sústavy za účelom zlepšenia její vlastností. Niektorí autoři pod pojmom učenia 
rozumia proces adaptácie. 

Uvedieme definíciu, vyplývajúcu z kybernetického hradiska. Pod pojmom učenia 
budeme rozumieť proces získavania (schopnost přijímat otázky), uschovania 
(schopnost zapamátať si), transformácie (vypracovat odpověď) a využitia (podrobit 
sa kontrole) informácií. 

Inými slovami můžeme povedať, že proces učenia je realizovaný súhrn algoritmov, 
odvodených z predchádzajúcej činnosti sústavy (apriorné charakteristiky) a súčasnej 
činnosti (aposteriorné charakteristiky). 

Pod pojmom samoučenie budeme rozumieť schopnost' učiacej sa sústavy, sama 
si generovat' nové informácie na základe pokusov. Tieto móžu byť úspěšné (keď 
vyhovujú cielu), alebo neúspěšné. Charakteristickým rysom učiacej sústavy je zlep­
šovat odpověď na danú otázku. Ináč povedané, pri daných vstupných informáciách 
(otázkách) upravit transformáciu informácií tak, aby po určitom počte pokusov 
výstup (odpověď) vyhovoval kritériu učenia (objektívnej, účelovej funkcii). 

Pri procese učenia sa vždy vyskytuje objekt učenia (žiak, automat, riadená sústava) 
subjekt učenia — učiaci automat (učitel, automat, počítací stroj a pod.) (obr. l). 
Učiaci automat působí na objekt učenia priamou vazbou, t . j . poskytuje informácie 
objektu učenia o cieli učenia, o předměte, o metóde a spósobe učenia. Objekt učenia 
po osvojení (transformácii a zapamataní) potřebných informácií odpovedá na kon­
trolně otázky. Učiaci automat porovnává odpovede s možnými odpoveďami a vy­
pracuje potřebné změny v cieloch, v předměte, v metóde a spósobe učenia. Tieto 
přenosy sa uskutočňujú v spátnej vázbe. Okrem toho na základe výsledku porovnania 
odpovede s možnými odpoveďami zhodnotí sa súčasne proces učenia a vypracuje 
sa „povzbudzujúca" excitačná informácia, ktorá pósobí na objekt učenia. Vidíme 
teda, že proces učenia je proces so spatnou vazbou, využívajúci základnej kyberne-
tickej myšlienky získavania, přenosu, transformácie, zapamátovania a využívania 
informácií. 

V zásadě pri riadení výrobných procesov móžeme použit proces učenia pri identi-
fikácii výrobných procesov a pri automatickom riadenívýrobných procesov. Bloková 
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schéma identifikácie procesov učenia je nakreslená na obr. 2. Identifikátor (automat 
pre identifikáciu) zahrnuje v sebe vlastnú sústavu, model sústavy, porovnávací člen, 
pamáť, logický člen a výkonný člen a excitátor. 
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Z hladiska štrukturálneho niet podstatného rozdielu medzi adaptívnym prístupom 
k riešeniu úlohy a naznačenou schémou až na obvod excitácie, ktorý právě využívá 
apriorné charakteristiky a úspěšné či neúspěšné pokusy. Tento obvod je charakteris­
tický procesu učenia pri identifikácii. Proces identifikácie vyplývá z naznačenej blo-
kovej schémy. 

Zaujímavý je proces učenia v procese riadenia. Bloková schéma je nakreslená na 
obr. 3. Modifikátor (učiaci automat) zahrnuje v sebe riadiaci automat RA, pamáť, 



porovnávací člen a excitátor. Ako vidíme, v modifikátori už zdanlivo nevystupuje 
model sústavy a výkonný člen a naviac je tu riadiaci automat RA. Móžu existovat' 
učiace sa obvody automatického riadenia, využívajúce aj vlastnosti modelu. Závisí 
to na metóde učenia. 
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3. KVANTITATIVNÉ METODY PROCESU UČENIA 

Třeba vysvětlit pojem zlepšovat odpověď na danú otázku, čiže kvantitativné zhod­
notit proces učenia. Pre toto vyjadrenie móžeme použit pojem entropie, resp. množ­
stva informácie takto: 

Nech je daná diskrétna a náhodná veličina x,x eXs rozložením pravděpodobnosti 
f(x). Entrópiou tohto rozloženia budeme nazývat výraz: 

(1) я „ = - E / t ø i o g / O ) . 

Ak j(x) = 0, potom tiež f(x). logf(x) = 0 (rozumie sa prirodzený logaritmus). 
V případe dvoch nezávislých náhodných veličin z = z(x, y), xeX, y e Y s rozlo-
ženiami pravděpodobnosti ft(x) af2(y) entrópia veličiny z bude daná vzťahmi: 

(2) яy_= -IШEЛO^iogLO) 

я„=-ІЛ0)I/ 2 0)Ьg/ 2 0) 

Například majme n riadení, pričom každé móže nadobúdať m róznych hodnot. 
Potom celkové množstvo možných režimov je N = nm. Nech počet priaznivých 
režimov je k (t. j . takých, ktoré vyhovujú objektívnej funkcii). Potom počiatočná 
pravděpodobnost priaznivosti režimov je 

(3) PІ = 
k 

a jemu odpovedajúca entrópia bude 



(4) H 0 = - E p . I o g p . . . 
;= i 

Okrem priaznivých režimov vyskytnu sa aj režimy nepriaznivé, ktoré v priebehu 
pokusu vylučujeme tým, že ich od celkového počtu možných režimov odpočítáváme. 
Teda pravděpodobnost" priaznivosti ř-tého režimu je 

(5) pt - — - — , 
mn — s 

kde s je označenie pre počet už uskutočnených nepriaznivých režimov. Táto pravdě­
podobnost postupné bude stúpať až pre s = mn — k. 

Entrópia bude: 

(6) ' / í s = -lfp.log p„ 
i = i 

t. j . | í ř s | < \H0\. V priebehu učenia entrópia bude klesat". 
Mieru učenia móžeme vyjádřit' například takto: Označme poměr entropie před 

učením H0 a po naučení Hs, čiže 

(7) h = ^ ( O á » á l ) . 

Tento poměr nazýváme relativná entrópia učenia. Mieru učenia dostaneme 

(8) n = H° ~ H * = 1 - h (0 < ř? < 1). 
Ilo 

Čím je t] vačšie, tým sa sústava lepsie naučila (lepšie reprodukovala vstupné infor-
mácie). Předpokládáme apriori, že n nie je záporné číslo. V praxi sa však móže 
stať, že namiesto učenia (t.j.organizovanosti) sústava sa dezorganizuje, potom n móže 
byť číslo záporné. 

Z hladiska štrukturálneho třeba povedať, že celková entrópia učiacej sa s ústavy 
pozostáva z niekolkých častí (v závislosti od celkovej struktury). Napr. ak proces 
učenia je podlá schémy otázka, odpověď, zhodnotenie [5], potom entrópia celej 
sústavy bude pozostávať z troch hlavných častí 

Hw entrópia vstupu (entrópia otázky), 

Ht entrópia transformácie (entrópia odpovede), 

Hz entrópia výsledku (entrópia zhodnotenia). 

Okrem týchto vyskytujú sa ešte entropie dielčie (ako sú entrópia přenosu infor-
mácie na vstupe, vo vlastnej sústave, na výstupe a pod.). Z hladiska procesu učenia, 
najdóležiteišia časť celkovej entropie učenia je Ht entrópia transformácie. Uvedieme 
teraz vztahy pre hlavné časti entropie. 



Nech (pup2, ..., pn ..., p„) = P J e postupnost" otázok, vstupujúcich do učiacej 
sústavy a a(P) je rozloženie pravděpodobnosti postupnosti P, potom entrópia otázky 
bude 

(9) i / v s = - I a ( P ) l o g a ( P ) . 
PieP 

Nech j}(P) je rozloženie pravděpodobnosti postupnosti vstupných otázok P po vložení 
otázky a y(A) je rozloženie pravděpodobnosti počiatočného stavu A učiacej sústavy. 
Nech E je operátor, ktorý charakterizuje spósob transformácie informácií. Veličiny 
fl(P) a y(A) a operátor E určujú funkciu s(P, Q), kde Q je odpověď, čiže 

(10) e(P, Q) = £{F[/?(P)], y(A)} . 

Entrópia transformácie bude potom daná vzťahom 

(11) H , = - I <P, Q)log£(P, Q). 

ají 

Nech qu q2, ..., 4;, •••, qm = Q je postupnost' odpovědí (výstupu) učiacej sa sústavy 
s rozložením pravděpodobnosti íi(Q), potom entrópia výsledku 

(12) # - = I > ( Q ) l o g . u ( S ) . 

Celková entrópia učenia pri danom zákone rozloženia učenia u daná súčtom jednot­
livých entropií 

Hu = H v s + Ht + Hz. 

Niektorí autoři [5] zavádzajú pre mieru učenia iný vzťah ako je (8). Nech počiatočná 
entrópia učiacej sústavy je Hu0. Rozloženie učenia je cp(u) triedy K pri danej entro­
pii Hu, potom výraz 

(13) r\'w = i ÁHU q>(u) áu , 

resp. 

(14) ^ ^ ^ ^ d u , 

kde AHU = Hu — Hu0, AHt = Ht — Ht0. Porovnáním vztahu (14) a (8) vidíme, že 
vzťah (8) vyjadřuje mieru učenia len pre jeden případ. Výraz (13), resp. (14) pre celu 
triedu, zdórazňujúc přitom proces transformácie informácie. 

Móžeme teda povedať, že čím je vyššia hodnota integrálu (13), tým sústava je 
schopnejsia sa učiť. Ak y\ je záporné, potom sústava sa neučí, je schopná len „de-
zorganizovať sa". Výpočet týchto integrálov je zložitý, v praxi použijeme radšej 
vzťah (8). 



Uvedieme teraz kvantitativné vyjadrenie miery samoučenia [5]. V tomto případe 
už nemažeme použit' vyššie uvedené entropické vztahy. Zavedieme reálnu funkciu 
f(P, Q) na množině všetkých možných párov otázok (P) a odpovědí (g). Hodnota 
tejto funkcie charakterizuje kvantitativné vyjadrenie odpovede na lubovoínú otázku. 
Nech daná sústava je schopná samoučenia. Rozloženie pravděpodobnosti počiatoč-
ného stavu nech je y(A), rozloženie pravděpodobnosti vstupných informácií otázok 
nech je a(P), výstup odpověď sústavy nech je Q = X(A, P). 

Hodnota funkcie 

(15) /„ = X/[P,A(A,P)]y(A)a(P) 
P,A 

nám určuje strednú hodnotu kvality odpovědí sústavy pri danom zákone rozložení 
učenia u. Kvantitativný proces samoučenia nejakej sústavy móžeme nazvat' rozdiel 
fu ~~ juo^deiíoje apriornýzákon rozloženia, daný vopred, u je aposteriórny zákon 
rozloženia, ktorý získáme po vykonaní úspěšných pokusov. Nech rozloženie pravdě­
podobnosti aposteriórnych zákonov triedy K je (p(u), potom 

(16) >f= f (fu~fU0)cp(u)du 
J ueK 

nám udává kvantitatívnu charakteristiku schopnosti danej sústavy samoučiť sa. 
Nedostatkom tejto definície je, že v mnohých prípadoch nepoznáme analytické 
vyjadrenie /„. Charakteristickou črtou učiacich sa sústav je „přítomnost" učitela, 
t. j . zariadenia, ktoré je schopné zadávat' otázky a klasifikovat'(porovnat') odpověď. 
U samoučiacich sústav nemáme „učitela". Ako zdroj otázok používáme pokusy a pre 
klasifikáciu použijeme kladnu spátnú vazbu, ktorá pósobí ako experimentátor, t. j . 
Hadač žiadaného stavu. 

Iný přístup k hodnoteniu procesu učenia možno uviesť ako schopnost' sústav 
stotožniť sa s daným obsahom ciela učenia. Móžeme použit' teóriu množin a teóriu 
formálnych jazykov, potom problém sa redukuje na problém spojovania a stotož-
ňovania formálnych jazykov. 

4. METODY RIEŠENIA UČIACICH SA SÚSTAV 

AUTOMATICKÉHO RIADENIA 

Výsledkom riešenia úloh učiacich sa sústav je algoritmus učenia. Tento móže 
byť pevný, alebo premenlivý. Premenlivý algoritmus je charakteristický samoučiacim 
sa sústavám automatického riadenia. V ďalsej časti budeme sa zaoberať procesom 
učenia u optimálnych sústav automatického riadenia, najma s aspektom, ak ne­
poznáme úplné informácie o matematickom modeli riadenej sústavy. Súčasne pred-
pokladajme, že proces optimálneho riadenia sa bude vztahovat' ku kvázistacionár-
nemu stavu, čiže pojde nám o statickú optimalizační. V tomto případe účelová funkcia 



368 je daná vzťahom 

(17) 6 = <P(X) ; 

je to skalárna funkcia vektora riadenej veličiny x = (x 1 ; x2, ..., x„). Úlohou opti-
málneho riadenia je určenie takého vektora x* = (x*, x*, ..., x*), pre ktorý úče­
lová funkcia (17) nadobúda extrém hodnoty napr. 

(18) Qmi„ = Q(**) š Q(x), 

pričom x* je z ohraničenej množiny {x}. 
Vzhladom k tomu, že v praxi sa vyskytujú viacrozmerné sústavy, používáme preto 

metody diskrétně (krokové). Objektivna účelová funkcia má zpravidla viac extrémov, 
preto používáme metody globálně. Ako prostriedok pre proces automatického ria­
denia použijeme číslicový počítací stroj. V týchto prípadoch sa redukuje problém 
na určeme rekurentných vzťahov postupného priblíženia k cielu, čiže určíme postup­
nost' vektorov 

(19) x ; + 1 = xt + A x i + 1 , 

kde 

(2o) Ax-í+1 = J a ? a k e&>.<e(**), 
lAxV a k Q(3č t)^ Q(x*), 

kde a je hodnota kroku a 2; je jednotkový vektor. 
V ďalsom je třeba urobit' úvahy o hodnotě kroku, ktorá má vplyv na přesnost' 

riešenia a rýchlosť konvergencie riešenia. Jednotkový vektor sa určí spravidla v směre 
gradientu účelovej funkcie. Tento typ algoritmu má určité nevýhody [11]. Ovela 
výhodnější sa zdá byť algoritmus, založený na principe učenia, tento je daný změnou 
jednotlivého vektora f v závislosti na predchádzajúcich úspechoch či neúspechoch, 
čiže 

(21) 5-/[Ax„^i?,)], 

kde/je vektorová funkcia, p{pn, pi2, • •., př„) je n-rozmerný vektor pravděpodobnosti 
p y správnej volby směru j-tej súradnice na i-tom kroku a ž ; je parameter pamati. 

V podstatě teda problém algoritmu učenia spočívá v určení změny parametra 
pamati. Tento vztah musí v sebe zahrnovat' predchádzajúce informácie o úspěchu 
či neúspěchu, ďalej faktor povzbudenia, (excitácie), faktor zapamátania a faktor 
nádeje na úspěch. 

a) Najjednoduchší algoritmus bude teda vyjadřovat' len informácie o predchádza-
júcom úspěchu, či neúspěchu čiže 

( 2 2 ) ži,»+i = ž';,» - a sgn (A3či;„A(2„), 



kde a > O je faktor rychlosti účenia. Význam tohto súčinitela spočívá v nasledovnom, 369 
ak a = 0 učenie neexistuje, čím je a vačšie, tým rýchlejšie sa sústava učí. 

P) Další typ je algoritmus učenia so zapamátaním, t. j . 

(23) ZІ,П+I — l<zi,n — a &XІ,П AQn, 

kde 0 si k <| 1 je koeficient zabúdania. 
Ak k = 1 strata památi nie je, učenie je úspěšné, ak k = 0 strata pamati je úplná, 
učenie nie je úspěšné, 

y) Algoritmus učenia s nádejou na úspěch má tvar 

(24) z ; , п + i = kzi,„ ~ oup(n) Ax ;„ Aß„, 

kde cp(n) je funkcia nádeje na úspěch (cp(n) može byť naprv. Bayesovo riziko odhadu, 
resp. je funkcia počtu krokov). Okrem uvedených algoritmov učenia sú známe aj 
iné typy [10], založené na principe stochastickej aproximácie. 

Z hladiska praktickej realizácie nás zaujímá u zvolenej metody algoritmus učenia 

a) konvergencie riešenia, 
b) rozptyl náhodnej veličiny ciela. 

Uvediem teraz případ konvergencie riešenia a rozptyl náhodnej veličiny cielovej 
funkcie, ak používáme algoritmus <x resp. P [11]. 

Predpokladajme, že dělová funkcia je monotónně klesajúca resp. stúpajúca, 
vzhladom na vzdialenosť z počiatočného bodu do ciela, kde účelová funkcia nado-
búda extrém. V tomto případe bude 

(25) '%/[>-* »!• 
kde x* je i-tá súradnica bodu S0, v ktorom cielová funkcia má extrém. Potom platí 

(26) Q(p) = Q(p + Ap) 

ak Ap ^ 0, móžeme povedať, že cielová funkcia závisí len na vzdialenosti p. 
Nech vzdialenosť počiatočného bodu x0 od S0 je p0 (obr. 4). Uhol náhodného 



3 7 0 jednotkového vektora £. s priamkou x0S0 je /?x (|rc Ú PÍ ú !«)• Vzdialenosť bodu 
XiS0 je pj. Všeobecné uhol náhodného jednotkového vektora £,-je fli a vzdialenosť p ;. 
Móžeme teda písať 

^ „ J > ; s i n / ? i + 1 | J a k O g / ! i + 1 < i - , 
(27) pi+1 = ^ i. = P ^ Í + W 

lpi J (. ak ÍJT <. Pi+i = Jt, 
alebo obecné 

í 

(28) p; = Po El 9. • 
a = l 

V našom případe nás bude zaujímat matematická nadej M„(p,) a rozptyl (disper-
zia) AiQ';) vzdialenosti do ciela n-mernej riadenej sústavy. 

Zo vztahu (28) za rovnoměrného rozloženia vyplývá, že 

(29) M„(Pi) = p0M„ (Ó <pa) ; 
0 1 = 1 

ak <pa (a. = 1, 2, ..., i) sú nezávislé náhodné veličiny, potom 

(30) M„(Pl) = p0 f l M„(cpx) = po Mn(cp) 
< j = l 

a vztah pre rozptyl (disperziu) veličiny <pa je daný vzťahom 

(31) Dn(pt)~Mn(p2)-M„(p,), 

kde Mn(P
2) je druhý centrálny moment veličiny Pi. 

Uvažováním vztahu (30) a (31) dostaneme 

(32) D„(Pl) = pllMKcp2) - M2i(<p)] . 

Hustotu pravděpodobnosti f(q>) vyjádříme vzťahom 

(33) > « - « . 
d£ 

kde F(P) = P(p)jP(n) je distribučná funkcia, P(j5) je plocha povrchu gule a P(n) je 
plocha povrchu gule s uhlom %. 

Výraz (33) móžeme napísať 

(34) M = -f- *&L - -i- lim W + A^)-S(m = 
V ' V r ; P(jt) djS P ( T T ) A ^ O V AJ3 7 

=j__i i m *m. 
P(n) &n^o Ap 



Plochu povrchu gule s uhlom n, P(n) móžeme vyjadriť vzťahom [11] 

(35) P(n) = 2 ^ ^ , 
K } K ) r(2\n) 

kde R poloměr n-rozmernej gule F je sama funkcie; 

AS(0) _ f 7i"/2R"~' s i n " ^ ^ + A$) - sin"-"1^-

(36) h m ^ ) = l i m T — 
A/Í_O A/1 &p^o [_r(n »/2) + 1) cos (p + A/?) A£ J 

Po dosadení (36) a (35) do (34) dostaneme velmi jednoducho matematickú nadej 

(37) M H M = r -*? -í] «ss,n^^=--fi+- r2(w/2) 

Velmi jednoducho móžeme vyjadriť matematickú nadej v závislosti na počte pre-
menných n, ak uvážíme, že 

(38) Mn_x(<p) < M„(cp) < MH+1(<p), 

čiže 

^ í + í.j[0~)('-;)]<^<. + ..7(*-í> 
V případe i násobného náhodného pokusu móžeme písať podlá vztahu (30) a (37) 

(40) MJÍPd-%U+ - ^ T. 
K J 2' L r(n - 1/2) T(n + 1/2)J 
Obdobným spósobom by sme mali vyjadriť výraz pre rozptyl 

(4i) w - A ífi - -V - 4- [l + ^ 11 • 
y, .w Po\y 2nj 2„|_ r ( „ _ 1 / 2 ) r ( „ + 1 / 2 ) J ] 

Zo vztahu (40) vidíme, že čím je vačšie n, tým konvergencia je menšia. Zo vztahu 
(41) vidíme, že ak i — 0, potom Dn(p0) = 0, ak i -* co, potom lim £„(/>;) = 0 

v intervale 0 < i < co má £>„(p;) pre dané n maximum. 
Třeba připomenut', že vyššie uvedené vztahy platia len pre sústavy bez zotrvač-

nosti, bez pósobenia poruch a pod. 

5. ZÁVĚR 

Cielom tohto příspěvku nie je vyčerpávajúcim spósobom podrobné rozobrať problematiku 
učiacich sa sústav automatického riadenia. Účelom bolo, upozornit' na možnost' použitia principu 



исеша рп ор11та1пот пааеш куа2181асюпагпусп зйз1ау. V йз(;ауе, V к1огот аи1ог ргасще, з т е 
оуепП §1оЬа1пи те1бс1и орНташеЬо п а а е т а зйз(:ау куатгзгасюпагпусп з*ауоу те1ос1ои исеша. 
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(Ооз!о дпа 10. аесетЬга 1965.) 
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SUMMARY 

Learning Systems of Automatic Control 

STEFAN PETRAS 

The article defines the notion of learning and selflearning in automatic control. 
The process of learning is rated from the quantitative point of view by means of infor­
mation theory. From the practical point of view it is essential to know the solution 
methods of learning systems of automatic control expressed by the algorithm of 
learning. The paper refers to some well-known algorithms of learning as well as to 
that suggested by the author having a prospect of successful solution. Some questions 
concerning the analysis of convergence solution and the dispersion of the target's 
random quantity are also referred to. 

Doc. Ing. Stefan Petras, CSc, Ustav technickej kybernetiky SA V, Dubravskd cesta, Bratislava. 
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